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Our	  Goal	  

•  Mul$ple	  targets	  from	  dis$nct	  classes	  
•  Occlusion	  	  
•  Dynamic	  cluDered	  background	  
•  Camera	  mo$on	  



SeFng	  

Known	   Unknown	  

Appearance	  of	  	  
object	  classes	  

•  Number	  of	  targets	  
•  Interac$ons	  
•  Mo$ons	  	  
•  Spa$al	  configura$on	  



Problem	  Statement	  

Given	  noisy	  object	  detec$ons:	  

•  Iden$fy	  the	  total	  number	  of	  unique	  tracks,	  

•  Associate	  right	  detec$ons	  with	  the	  tracks,	  

•  Maintain	  unique	  IDs	  of	  the	  tracks	  



Target	  Proper$es	  

So)	  constraints	   Hard	  constraints	  

Appearance,	  mo$on	   2	  objects	  cannot	  be	  at	  
the	  same	  loca$on	  

Spa$otemporal	  
interac$ons	  

An	  object	  cannot	  be	  at	  
2	  dis$nct	  loca$ons	  



Overview	  

Given	  object	  detec$ons	  in	  frames,	  we	  conduct:	  
1.  Data	  associa$on	  
2.  Online	  learning	  of	  data	  affini$es	  	  

Object	  detec$ons	   Tracks	  

Online	  learning	  



Prior	  Work	  –	  Data	  Associa$on	  
•  Neva$a	  et	  al.	  2010,	  2009,…	  
•  SoaDo	  et	  al.	  2010	  
•  Xing	  et	  al.	  2009	  
•  van	  Gool	  et	  al.	  2009	  
•  Andriluka	  et	  al.	  2008	  
•  Shafique	  et	  al.	  2008	  
•  Pavan	  &	  Pelillo	  2007	  
•  Ren	  &	  Malik	  2007	  
•  Perera	  et	  al.	  2006	  
•  Reid	  79	  
•  Bar-‐Shalom	  &	  Tse	  75	  
•  …	  

Bayesian	  network	  –	  ITST	  09	  

Network	  flow	  –	  CVPR	  08	  



Data	  Associa$on	  as	  	  
Integer	  Quadra$c	  Op$miza$on	  

•  Accoun$ng	  for	  target	  interac$ons	  is	  necessary	  

•  However,	  IQP	  is	  intractable	  

•  Exis$ng	  relaxa$on	  methods:	  

– Linear	  constraints	  

– Convex	  quadra$c	  

Poor	  guarantees	  	  
of	  	  7ghtness	  
to	  the	  original	  



Contribu$ons	  –	  Data	  Associa$on	  

Our	  relaxa$on	  of	  the	  NP-‐hard	  problem:	  

– 	  Provides	  strong	  guarantees	  of	  $ghtness	  

– 	  Preserves	  all	  hard	  constraints	  

Maximum	  Weight	  Independent	  Set	  



Our	  Approach	  

Object	  detec$on	  at	  each	  frame	  

Detec$on	  



13	  

Our	  Approach	  

Nodes	  =	  Pairs	  of	  detec$ons	  
Weights	  of	  nodes	  =	  Similarity	  

Detec$on	  

13	  
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Our	  Approach	  

Edges	  =	  Hard	  constraints	  between	  detec$on	  pairs	  

Detec$on	  
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Our	  Approach	  

Edges	  =	  Hard	  constraints	  between	  detec$on	  pairs	  

Detec$on	  
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Our	  Approach	  

Tracking	  =	  Select	  pairs	  of	  detec$ons	  that	  
– Do	  not	  violate	  the	  constraints	  
– Maximize	  their	  total	  similarity	  

Detec$on	   Tracks	  MWIS	  

MWIS	  

Proposi$on:	  



MWIS	  	  =	  	  	  	  

NP-‐hard,	  and	  hard	  to	  approximate	  
Sanghavi	  et	  al.	  2007	  
Palubeckis	  2006	  
Warrier	  et	  al.	  2005	  
Trevisan	  2004	  
Busygin	  et	  al.	  2002	  
Bomze	  &	  Pelillo	  2000	  

…
	  

Maximum-‐Weight	  Independent	  Set	  

Heaviest	  	  subset	  of	  	  
non-‐adjacent	  	  nodes	  



Lineariza$on	  of	  the	  MWIS	  Problem	  
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=	  Total	  sum	  of	  weights	  in	  the	  MWIS	  	  

Similarity	  

13	  



	  	  	  	  	  	  =	  binary	  indicator	  vector	  
	  	  	  	  	  	  	  	  	  	  	  	  	  	  [0	  1	  1	  0	  …	  1	  0]	  
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Lineariza$on	  of	  the	  MWIS	  Problem	  

=	  Total	  sum	  of	  weights	  in	  the	  MWIS	  	  

in	  
out	  
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Encoding	  Hard	  Constraints	  

0	  1	  0	  …	  0	  1	  
1	  0	  0	  …	  1	  1	  
0	  1	  0	  …	  0	  0	  
	  	  	  	  	  	  	  	  	  	  …	  

	  	  	  	  	  	  	  	  
	  	  	  	  	  	  	  	  

	  	  	  	  	  	  =	  adjacency	  matrix	  



MWIS	  Formula$on	  

Find	  the	  heaviest	  subset	  

maximize	  



MWIS	  Formula$on	  

Constraints	  

maximize	  



Con$nuous	  Relaxa$on	  

1	  

0	  

	  	  	  	  Step	  func$on	  



Con$nuous	  Relaxa$on	  

1	  

0	  

	  	  	  	  Step	  func$on	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  Sigmoid	  func$on	  



Con$nuous	  Relaxa$on	  

Sigmoid	  func$on	  



Hard	  Constraints	  



Hard	  Constraints	  

Prior	  work:	  	  

=	  0.5	   =	  0.5	   	  	  
Viola7on	  of	  
the	  original	  	  
constraints	  

E.g.	  



Hard	  Constraints	  	  Polynomial	  Form	  



Polynomial	  MWIS	  Formula$on	  

maximize	  

maximize	  



Our	  Algorithm	  

	  Itera$on	  step	  

	  First	  order	  dynamic	  

Theorem:	  
Converges	  to	  an	  
op-mum	  



Key	  Contribu$on	  

	  
	  Guarantee	  of	  $ghtness	  

Stability	  number	  of	  the	  graph	  
=	  

Theorem:	  
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t	  	  t+1	   t+1	  	  t+2	  

MWIS	  of	  	  t	  	  t+2	  	  	  	  

MWIS	  Property	  

MWIS	  of	  the	  en$re	  graph	  	  =	  	  	  
Set	  of	  the	  MWIS’s	  of	  independent	  subgraphs	  



MWIS	  of	  the	  en$re	  graph	  	  =	  	  	  
Set	  of	  the	  MWIS’s	  of	  independent	  subgraphs	  

MWIS	  of	  	  t	  	  t+2	  	  	  	  
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t	  	  t+1	   t+1	  	  t+2	  

=	  

MWIS	  of	  	  t	  	  t+1	  	  	  	   MWIS	  of	  	  t+1	  	  t+2	  	  	  	  

MWIS	  Property	  
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t	  	  t+1	   t+1	  	  t+2	  



Our	  Approach	  

Online	  learning	  of:	  
•  Appearance,	  mo$on	  
•  Spa$otemporal	  interac$ons	  

Detec$on	   MWIS	   Tracks	  

Online	  learning	  
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Target	  Interac$ons	  

•  Account	  for	  all	  target	  interac$ons	  

•  Es$mate	  the	  distribu$on	  of	  mo$on	  correla$ons	  

	  
	  
	  
	  
	  
	  
	  

0	  -‐1	   1	  0	  -‐1	   1	  

Similar	  direc-on	   Opposite	  direc-ons	  



Learning	  Spa$otemporal	  Interac$ons	  

	  
	  
	  
	  
	  
	  
	  Distribu$on	  of	  the	  mo$on	  correla$on	  between	  

two	  targets	  

0	  -‐1	   1	  0	  -‐1	   1	  
Similar	  direc-on	   Opposite	  direc-ons	  



Learning	  Spa$otemporal	  Interac$ons	  

	  
	  
	  
	  
	  
	  
	  Distribu$on	  of	  the	  mo$on	  correla$on	  between	  

two	  targets	  

0	  -‐1	   1	  
Opposite	  direc-ons	  



Learning	  Spa$otemporal	  Interac$ons	  

	  
	  
	  
	  
	  
	  
	  Distribu$on	  of	  the	  mo$on	  correla$on	  between	  

two	  targets	  

0	  -‐1	   1	  
Opposite	  direc-ons	  

0	  1	  0	  …	  	  	  	  	  1	  
1	  0	  0.8	  	  	  	  	  	  1	  
0	  1	  0	  …	  	  	  	  	  0	  
	  	  	  	  	  	  	  	  	  	  …	  



Learning	  Spa$otemporal	  Interac$ons	  

	  
	  
	  
	  
	  
	  
	   Distribu$on	  of	  mo$on	  correla$ons	  is	  

incorporated	  in	  the	  adjacency	  matrix	  

0	  -‐1	   1	  

0	  1	  0	  …	  	  	  	  	  1	  
1	  0	  0.8	  	  	  	  	  	  1	  
0	  1	  0	  …	  	  	  	  	  0	  
	  	  	  	  	  	  	  	  	  	  …	  



Handling	  Gaps	  in	  Detec$on	  

Itera$vely	  apply	  the	  MWIS	  

Pairs	  of	  tracks	  from	  previous	  MWIS	  

Track	  of	  tracks	  



Correc$ng	  Errors	  in	  Tracking	  

Handles:	  	  
• Occlusion	  
• Appearance/disappearance	  
• Missing	  detec$ons	  
	  

Itera$vely	  apply	  the	  MWIS	  algorithm	  to	  
tracks	  obtained	  in	  the	  previous	  itera$on	  



Datasets	  

•  ETHZ	  datasets	  

•  TUD	  Crossing	  	  

•  	  i-‐Lids	  AB	  

•  UBC	  Hockey	  

•  OSU	  Campus	  



Evalua$on	  Metrics:	  CLEAR	  MOT	  

•  Precision	  

•  Accuracy	  

•  False	  Nega$ves	  

•  False	  Posi$ves	  

•  ID	  Switches	  



ETHZ	  Moving	  Vehicle	  



Qualita$ve	  –	  ETHZ	  Moving	  Vehicle	  

Handle	  change	  of	  scale	  	  
and	  camera	  mo$on	  



OSU	  Campus	  Dataset	  



Occlusion	  

Without	   With	  
Itera$ve	  applica$on	  of	  MWIS	  
	  



Failure:	  No	  Detec$ons	  

Frame	  210	   Frame	  248	  



Failure:	  Occlusion	  

Frame	  201	   Frame	  226	  

Switch	  IDs	  



Failure:	  Driqing	  

Frame	  164	   Frame	  228	  
Two	  target	  merged	  into	  one	  



CLEAR	  MOT	  Metrics	  

We	  outperform	  state	  of	  the	  art	  



Conclusion	  

•  Data	  associa$on	  formulated	  as	  MWIS	  

•  New	  formula$on	  of	  MWIS	  that:	  

–  	  Preserves	  hard	  constraints	  

– Guarantees	  $ghtness	  to	  the	  original	  problem	  

•  New	  MWIS	  algorithm	  and	  theore$cal	  analysis	  

•  Favorable	  results	  on	  challenging	  datasets	  



Thank	  You	  


